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基于自然驾驶数据的危险事件识别方法

王雪松，徐晓妍
（同济大学 道路与交通工程教育部重点实验室，上海 201804）

摘要：利用阈值法从自然驾驶数据中识别可能的危险事件，

再采用随机森林模型和支持向量机模型深度筛选，克服了阈

值法误报率过高的缺陷。基于上海自然驾驶数据，建立提取

危险事件的阈值标准，从原始数据中识别出 3 623起可能的

危险事件；利用随机森林模型筛选出重要特征作为输入变

量，训练机器学习模型，对测试集进行预测。结果表明，起到

关键作用的变量有：纵向加速度的最小值和均值、与前车距

离的最小值以及车速的标准差。相比随机森林模型，支持向

量机模型预测效果更优，在控制漏报率的同时，可过滤

85.9%的无效事件。
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Detection of Safety-critical Events
Based on Naturalistic Driving Data

WANG Xuesong，XU Xiaoyan
（Key Laboratory of Road and Traffic Engineering of the Ministry
of Education，Tongji University，Shanghai 201804，China）

Abstract： Possible safety-critical events （SCEs） were
identified from the naturalistic driving data using a threshold
method. Random forests（RF）and support vector machine
（SVM）models were employed to further screen the possible
events，overcoming the defect of a high false positive rate
while applying threshold methods solely. A set of threshold
criteria was established and 3 623 possible SCEs were
extracted from the naturalistic driving data in Shanghai. The
RF method was adopted to select the important features as
input variables. The RF and SVM models were trained and
tested respectively on the same dataset. The results indicate
that：the mean and minimum value of longitudinal
acceleration，the minimum value of the distance from the
leading vehicle and the standard deviation of the speed of the
subject vehicle can effectively determine whether the
possible events are valid or not.Compared with RF，SVM

performs better in prediction，that is，filtering 85.9% invalid
events and controlling false negative rate simultaneously.

Key words：driving behavior；naturalistic driving study；

safety-critical event；machine learning

根据世界卫生组织的最新统计，从 2000年起，

全球道路交通死亡人数持续攀升，截至 2016年，为

135万，常年维持着 18人/10万人口的高死亡率形

势。道路交通事故已成为 5~29岁青年儿童的首要

致死原因［1］。中德合作的《道路交通运输安全发展

报告（2017）》中指出，2016年我国共接报道路交通事

故864. 3万起，同比增加65. 9万起，上升16. 5%。其

中，涉及人员伤亡的道路交通事故 21万多起，造成

约 6. 31万人死亡；道路交通事故万车死亡率为

2. 14，同比上升 2. 9%［2］。同年，英、美、日的万车死

亡率分别为0. 52、1. 30、0. 64［1］，与发达国家相比，我

国交通安全水平仍有待改进。事故的特征研究和致

因分析是提升交通安全的重要切入点，可为制定交

通安全改善对策提供依据。

随着传感器功能的提升和车载数据记录仪的普

及，事故的重现和致因推断不再只依赖于监控录像

或当事人的自述，研究者们可以凭借自然驾驶数据，

从更微观的角度（如驾驶行为）对事故进行深度分

析。自然驾驶研究（naturalistic driving study，NDS）
是指在自然状态下，利用高精度数据采集系统，观

测、记录驾驶员真实驾驶过程的研究［3］。多源、实

时、精确的自然驾驶数据能够为事故特征分析提供

有力支持。但事故是小概率事件，需要通过长时间

的观测才能得到足够的样本量。尤其在自然驾驶实

验中，事故数不足以支撑个体驾驶员层面的统计分

析。因此考虑用危险事件（safety-critical events，
SCEs）作为事故替代指标。危险事件是任何需要驾
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驶员做出避撞反应，且存在冲突对象和碰撞风险的

情况，包括接近碰撞事件（near crashes）和碰撞事件

（crashes，亦即事故）［4］。由于危险事件与事故的发

生频率存在强相关性［5］，且两者具有相似的因果机

制［6］，因此危险事件能够作为有效的事故替代指标，

用于研究风险驾驶行为和推断事故致因。

自美国弗吉尼亚理工大学的 100‒Car和SHRP
2（Second Strategic Highway Research Program）自然

驾驶研究项目开展以来，已有不少国外学者基于自

然驾驶数据对危险事件进行了深入研究，包括探究

危险事件的识别方法、分析危险事件的影响因素、利

用危险事件进行驾驶员风险评估等。在危险事件识

别方面，国外研究多采用传统的阈值法，即对车辆动

力学参数设置阈值范围，从原始数据中自动识别符

合条件的事件。这种方法的优势是保证了极少量的

危险事件被漏报，但随之误报率大幅度提升，需要后

期花费大量时间进行人工视频校对工作。

国内在建立危险事件的识别标准方面还存在较

多空白。需指出的是，由于国内外驾驶环境不同，若

直接照搬国外研究的阈值设定可能会导致识别效果

不佳，因此亟需对国内的相关研究进行补充。上海

自然驾驶研究（SH‒NDS）由同济大学、通用汽车公

司、弗吉尼亚理工大学三方合作，为国内首个自然驾

驶研究项目。数据采集开始于2012年12月，结束于

2015年12月，历时三年，共计19 133段出行，总行程

161 055 km。该研究基于上海自然驾驶数据，建立

危险事件的自动识别准则，从原始数据中提取可能

的危险事件片段，在此基础上采用机器学习算法进

一步过滤，在满足漏报率的同时，大幅度降低自动识

别的误报率，从而减少后期人工校对的工作量。

1 研究综述

危险事件是任何需要驾驶员做出避撞反应的紧

急情况，制动是最常见的避撞措施。Molinero等［7］基

于欧洲 5个国家的事故数据库，对不同场景的事故

进行了深度分析。研究表明，60%的驾驶员在事故

前会采取制动措施；Dingus等［4］利用100‒Car自然驾

驶数据，针对各种冲突类型的接近碰撞事件，统计了

其中的避险措施类型。结果发现，超过80%的接近

碰撞事件中，驾驶员通过及时踩下制动踏板成功避

免了碰撞；紧急制动措施可用车辆纵向加速度的异

常值（小于−0. 5g）进行表征。除了纵向加速度，车

辆速度、横向加速度、前向碰撞时间也常被用作识别

危险事件的辅助依据。

目前大部分研究采用的危险事件识别过程如

下：①对上述一系列车辆运动学参数（vehicle
kinematics）设置阈值，从自然驾驶数据中自动提取

可能的危险事件片段；②通过人工分析视频的方法，

对初步识别得到的危险事件进行验证，筛选出有效

的危险事件。既有研究中用于自动提取危险事件的

车辆运动学参数如表 1所示，满足任一类车辆运动

学参数的阈值就会被识别为可能的危险事件。

使用阈值法识别危险事件会导致较高的误报

率，例如Dingus等［4］以及Perez等［10］识别危险事件的

整体误报率均超过 80%，需要在后期进行大量的人

工校核和筛选工作。后续研究者提出了传统阈值法

的改进算法。Sudweeks［12］在Dingus研究的基础上

建立了一种角速度分类器，该分类器可过滤42%由

角速度阈值识别到的无效事件。Wu等［13］提出了一

种将人工校核视频工作量最小化的识别方法，使用

阈值法初步筛选出可能的危险事件后，利用邹氏检

验过滤掉与事故发生机理不同的事件；再通过生存

分析和ROC（receiver operating characteristic）曲线确

定车辆动态参数变化量的最佳阈值，进行第二轮自

动筛选，最大幅度减少了留给人工校验的候选危险

事件数。Kluger等［14］将离散傅里叶变换与 k均值聚

表1 既有研究中危险事件提取准则

Tab.1 Summary of safety-critical event extraction criteria used in existing literature

既有研究

Dingus等［［4］］

Lee等［［8］］

Hankey等［［9］］

Perez等［［10］］

Carney等［［11］］

横向加速度/g

≥ 0. 70
≥ 0. 75
≥ 0. 75
≥ 0. 92
≥ 0. 55

纵向加速度/g

≥ 0. 60*
≥ 0. 65*
≤-0. 65
≤-0. 75
≤-0. 50

紧急事件按钮

触发
触发
触发

触发且持续时间≥ 0. 74 s

纵向加速度&前向碰撞时间

纵向加速度/g

≤-0. 50
≤-0. 65

前向碰撞时

间/s
≤ 4
≤ 4

角速度/（（º）·s-1）

3 s内振幅超过±4°
3 s内振幅超过±4°
0. 75 s内振幅超过±8°
0. 75 s内振幅超过±8°

注：*表示取纵向加速度的绝对值。
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类法结合，识别危险事件发生前后车辆加速度随时

间变化的模式，运用该算法可将误报率降至22%。

也有研究者探索了阈值法以外识别危险事件的

新方法。Dozza等［15］认为事件的危险程度应取决于

驾驶员自身的感受和反应，利用多种图像处理算法

对驾驶员面部视频进行分类，识别有效的危险事件。

该方法可以覆盖84%的有效危险事件，各算法的平

均误报率约为30%。Gao等［16］通过提取前向视频特

征，生成每起事件的运动轮廓图（motion profile）；基

于运动轮廓图和车辆动态学变量，建立多模态深度

卷积神经网络用于识别危险事件。该方法可覆盖

83%的有效危险事件，误报率控制在33%。

综上所述，目前国外学者用于危险事件识别的

方法主要有以下三种：①传统阈值法；②结合分类算

法改进传统阈值法；③图像识别算法。国内相关研

究存在较多空白，亟需进行补充。既有研究都假设

传统阈值法结合人工判别得到的危险事件是全样

本，在传统方法基础上所作的改进都旨在降低误报

率，减少人工判别的工作量，同时无法覆盖全样本，

会产生一定的漏报率。因此本文认为，为了得到较

为完整的危险事件集，阈值法不可舍弃；在传统方法

基础上，需要寻求一种能同时降低误报率和控制漏

报率的方法，过滤掉大部分无效事件。

支持向量机（support vector machine）模型是一

种相对较新的机器学习模型，是Kecman［17］为了解决

分类和回归问题而提出的。近年来，支持向量机模

型被广泛应用于交通研究，包括交通流预测［18］、事件

检测［19］、事故频率预测［20］等，具有较强的分类能力。

因此本文考虑采用支持向量机在阈值法基础上对事

件进一步分类。支持向量机模型的主要局限在于该

模型像一个黑匣子，不能识别有效的解释变量。因

此本文考虑利用随机森林模型筛选出重要特征，作

为支持向量机模型的输入变量进行模型训练；并同

时训练随机森林模型，与支持向量机模型的预测效

果进行对比。

2 数据准备

本研究的数据来自“上海自然驾驶研究项目”，

项目使用5辆配备了SHRP2 NextGen数据采集系统

（包括4路摄影头、可跟踪前方8个物体的雷达系统、

全球定位系统、车辆总线数据记录器等）的乘用车

辆。数据采集系统的不同设备设置了不同的采样频

率，分布在10~50 Hz［21］。数据采集系统在车辆点火

后自动启动，熄火后自动关闭。数据采集开始于

2012年 12月，结束于 2015年 12月，历时 3年，共计

19 133段出行，总行程 161 055 km。包括 57位驾驶

员，其中女性 12位，男性 45位。研究所用的驾驶员

信息数据和车辆运行数据基本完整。

本文通过对车辆动态学参数（如横纵向加速度、

前向碰撞时间等）设定阈值，从原始数据中提取可

能的危险事件。初始阈值设置参考Dingus等［4］的

研究。

（1）阈值类型1：横向加速度大于等于0. 7g。
（2）阈值类型2：纵向加速度的绝对值大于等于

0. 6g。
（3）阈值类型3：紧急事件按钮触发。

（4）阈值类型4：横向加速度大于等于0. 5g且前

向碰撞时间小于等于4 s。
（5）阈值类型5：纵向加速度的绝对值大于等于

0. 5g且前向碰撞时间小于等于4 s。
只要某一时间戳的数据记录满足任一阈值类

型，就会被自动识别为可能的危险事件，并提取该时

刻前后10 s的视频记录用于人工校验。数据提取流

程如图1所示。

值得注意的是：采用较高的误报率（80%）是为

了尽量减少遗漏的危险事件，确保充足的样本量。

若满足以下任意两个条件，则人工判定为危险事件：

①通过手部视频，发现驾驶员采取了紧急的避险操

图1 危险事件提取流程

Fig.1 Safety-critical event extraction process
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作；②根据面部视频，发现驾驶员有明显的表情变

化；③依据前向视频，发现自车与其他交通参与者或

物体发生冲突。初始和最终阈值的设定如表 2
所示。

对于阈值类型1、3和4，设定为初始值时误报率

已超过80%，因此不再进行调整。从表2可以看出，

对于阈值类型 2和 5，通过放宽阈值，有效危险事件

的样本量得到了大幅提升。利用阈值法共自动识别

到 3 623起可能的危险事件；人工校验后，将其中的

591起认定为有效的危险事件，包括8起碰撞事件和

583起接近碰撞事件。

3 方法与模型

利用阈值法识别危险事件仅能达到 16. 31%
（591/3623）的准确率，增加了后期人工筛选的工作

量。为改进识别方法，本文参照Wu等［13］“两轮筛

选”的研究思路，考虑用阈值法进行初步过滤后，纳

入机器学习方法进行深度筛选。基本流程如图2所
示。首先对阈值法初步识别到的所有事件进行标签

化处理（危险事件=1，一般事件=0），将事件标签作

为输入变量；再将车辆动态参数统计量（如纵向加速

度标准差）作为输入变量，分别采用随机森林模型和

支持向量机模型识别危险事件。

3. 1 机器学习输入变量

为确定有效的输入变量，首先需分析阈值法失

效的原因。视频验证过程中三类常见的失效场景如

下：①城市快速路或高速公路，由于路面颠簸或远处

有车辆汇入主线，驾驶员在高速情况下本能地踩下

制动踏板或转动方向盘，造成较大的横向或纵向加

速度；②车辆接近交叉口时（无前车），本向绿灯转为

红灯，为保证车辆不越过停车线，驾驶员采取紧急制

动；③车辆经过下坡时，驾驶员为控制车速用力踩踏

制动，导致某一时刻车辆的纵向加速度过大。

以上三类场景均不存在潜在的碰撞风险，但由

于某一时刻的车辆运动学参数满足阈值条件，被错

误地识别成危险事件。可见运动学参数的瞬时值不

足以做出精确的判别。在选择机器学习的输入变量

时，考虑纳入事件触发前后某一时域内，车辆动态参

数（包括速度、横纵加速度、与前车的距离、与前车的

速度差、前向碰撞时间）的统计值，包括最值、均值和

标准差。输入变量汇总及计算时域如表 3和图 3所
示。由于存在没有前车的情况，因此表 3中的Δx、
Δv和 tTTC三类变量可以为空值。图 3为某一起事件

在阈值触发前后共 15 s内，各类运动学参数的时间

序列图。对于该事件，运动学参数统计值的计算时

域为纵向加速度最小值对应时刻 t0的前 5 s和后 3 s
（图中阴影部分）。若事件由横向加速度阈值触发，

表2 事件提取阈值设定

Tab.2 Summary of extraction trigger criteria

阈值类型
1. 横向加速度
2. 纵向加速度
3. 紧急事件按钮
4. 横向加速度

&前向碰撞时间
5. 纵向加速度

&前向碰撞时间

初始阈值
≥ 0. 7g
≥ 0. 6g*
触发

横向加速度≥ 0. 5g；
前向碰撞时间≤ 4 s
纵向加速度≥ 0. 5g*；
前向碰撞时间≤ 4 s

最终阈值
≥ 0. 7g
≥ 0. 5g*
触发

横向加速度≥ 0. 5g；
前向碰撞时间≤ 4 s

纵向加速度≥ 0. 45g*；
前向碰撞时间≤ 4 s

样本增加量/%
0
281
0

0

207

注：*表示取纵向加速度的绝对值。

图2 运用机器学习的危险事件识别流程

Fig.2 Safety-critical event detection process using
machine learning
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则 t0为横向加速度最大值对应的时刻。

3. 2 机器学习模型

3. 2. 1 随机森林模型

随机森林模型是由Breiman于2001年提出的一

种机器学习算法［22］。其基本原理是：通过自助法

（bootstrap）重采样技术，从大小为N的原始训练集

中有放回地重复随机抽取N个样本，这N个样本组

成一个训练样本集，一个训练样本集生成一棵决策

树。决策树会从M个特征变量中随机抽取m个用于

分裂节点。同样的过程重复 k次，一个由 k棵决策树

组成的随机森林训练完毕。将测试集输入到每棵树

中进行分类，最后由所有树对分类结果进行投票，投

票数最多的即为最终分类结果。

由于每棵树是从大小为N的原始训练集中进行

N次有放回采样，因此每棵树中会有重复的样本，同

时也会有一些样本未被选中，这些未被选中的数据

称为袋外数据BOOB（out-of-bag，OOB）。若有 k棵决

策树，则随之会产生 k个袋外数据。平均而言，每棵

树进行放回抽样后，会有 37%的数据没有被选中。

推导公式如下：

当一棵树进行放回抽样后，某个样本一次也没

有被选中的概率如下：

P (BOOB)= (1- 1
N )

N

（1）

当N趋近于无穷大时，P (BOOB)会收敛到常量。

证明如下：

lim
N →∞

P (BOOB)= lim
N →∞ (1- 1

N )
N

= 1
e ≈ 0.37（2）

随机森林模型不仅可以进行分类或回归，还能

计算变量重要度MVIM（variable importance measure，
VIM），帮助研究者筛选有效变量，降低数据维度［23］。

MVIM的计算是基于袋外数据分类准确率进行的。袋

外数据分类准确率定义为：袋外数据自变量值发生

轻微扰动后与扰动前的分类正确率的平均减少量。

MVIM的计算方式如下：

M j
VIM= 1

k∑t=1
k

( )MPtj-Mtj （3）

式中：M j
VIM表示第 j个变量的重要度；k表示随机森

林模型中的决策树数；Mtj和MPtj分别表示对第 j个
变量进行干扰前和干扰后，决策树 t的袋外数据分类

准确率。除了计算变量重要度，袋外数据还可用于

选择每棵决策树分裂节点所需的最佳变量个数以及

决策树数。

3. 2. 2 支持向量机模型

支持向量机模型的核心思想是：若一组二分类

的数据有m个变量，则存在一个m维空间可以对这

组数据进行表示。支持向量机模型的目标是在这个

m维空间中寻找一个最能有效区分两类数据的m－

1维超平面，即从众多超平面中寻找一个最优解。假

设超平面服从线性方程，其表达式为

(x1，x2，...，xm ) ( )w1

w2

w3

+ b=XW T+ b=0 （4）

式中：X是输入变量组成的向量；W T和 b是待求的

参数。根据推导［24］，SVM模型最终需解决以下最优

表3 输入变量汇总

Tab.3 Summary of input variables

车辆动态参数

纵向加速度ax（Xaccel）

横向加速度ay（Yaccel）

自车车速v（V）

与前车的距离差Δx（Δx）

与前车的速度差 1）Δv（Δv）

前向碰撞时间 2）tTTC（TTC）

输入变量名
Xaccel_min、Xaccel_max
Xaccel_avg、Xaccel_std
Yaccel_min、Yaccel_max
Yaccel_avg、Yaccel_std
V_min、V_max
V_avg、V_std

Δx _min、Δx _max
Δx _avg、Δx _std
Δv _min、Δv _max
Δv _avg、Δv _std

TTC _min、TTC _max
TTC _avg、TTC _std

1）为自车速度减去前车速度；2）为Δx/Δv。

图3 输入变量的计算时域

Fig.3 Time horizon of input variable calculation

55



同 济 大 学 学 报（自 然 科 学 版） 第 48卷

化问题：

min
W，b，ε ( 12W TW+C∑

i=1

N

εi ) ( 5 )

s.t. yi (X iW T+ b) ≥ 1- εi
i=1，2，...，N
εi ≥ 0

式中：εi为样本 i的松弛变量，由于难以保证不同类

型的数据点严格分布在超平面的两侧，松弛变量的

引入放宽了约束条件，即使被错误地分在超平面的

另一侧，只要样本点 i至超平面的距离不超过 εi，则
仍满足约束条件；常数C为惩罚因子，由于 εi越大，

约束条件越弱，超平面的区分能力越弱，因此求取最

优解的同时，也要使松弛变量之和尽量小，C决定了

松弛变量之和的影响程度。

利用拉格朗日乘子法进行变换，式（5）变为

maxW (α )=- 12 (αi yiαj yjX i× X j )+∑
i=1

N

αi ( 6 )

s.t. 0 ≤ αi ≤ C

∑
i=1

N

αi yi=0

式中：αi为拉格朗日乘子。

以上公式都是基于线性分类，即超平面服从线

性方程。若线性分类无法解决问题，则需要进行非

线性分类。其基本思想是：将原先的m维空间逐步

映射到m+1维、m+2维、m+3维等更高维的空间，

直到在某个更高维的空间中线性可分为止。所以，

关键问题就变成了确定从低维坐标到高维坐标的映

射关系。从式（7）中可以看出，样本点都是以两两内

积的形式出现的，将样本点 X i 与 X j 的内积记作

k (X i，X j )。因此上述的映射关系可以理解为样本点

坐标在更高维度下的新的内积规则。这一规则就称

为核函数。本文采用的核函数为高斯核（径向基函

数），其形式如下所示：

k (X i，X j )=exp(-  X i-X j

2σ ) （7）

式中：σ为核函数参数。综上可知，SVM模型共有两

个待定参数(C，σ)。
3. 3 模型预测效果

利用训练集训练得到随机森林和支持向量机模

型后，对测试集进行预测，再基于分类准确率

（classification accuracy，Acc）、误报率（false positive
rate，RFP）、漏报率（false negative rate，RFN）以及受试

者工作特征（receiver operating characteristic，ROC）
曲线来对比两个模型的预测效果。本文所需处理的

是一个二分类问题（是否为危险事件），可能的分类

结果如表4所示。

依据表4，预测效果的度量指标计算如下：

（1）分类准确率 Acc =（TP+TN）/（TP+FP+
FN+TN）。

（2）误报率RFP= FP /（FP + TN）。
（3）漏报率RFN= FN /（TP + FN）。
（4）ROC曲线的Auc（area under the curve）值。

ROC曲线的横坐标为特异度（specificity），取值

为1−RFN；纵坐标为灵敏度（sensitivity），取值为1−
RFP。训练好的机器学习模型对每个测试样本都能

得到一个预测概率。设阈值p0 ∈ [0，1]，若某样本的

预测概率小于 p0，则归为一般事件；若大于 p0，则划

分为危险事件。p0取不同的值会产生不同的特异度

和灵敏度，当 p0从 0变化到 1时，若干对特异度和灵

敏度形成了 ROC曲线。模型的预测效果可以由

ROC 曲线与坐标轴围成的面积 Auc 进行度量。

Auc ∈ [0，1]越大，说明预测效果越好。

4 结果与讨论

4. 1 变量重要度排序

本文按照 3：1的比例，将阈值法筛选出的 3 623
起事件随机划分成训练集和测试集。经过统计，在

全样本、训练集和测试集中，危险事件的比例分别为

16. 31%、16. 60%以及 15. 45%。为了避免数据集

不平衡可能导致的误差，将训练集中的危险事件复

制 4份，尽可能保证危险事件与一般事件的比例

为1：1。
利用随机森林模型进行变量重要度排序前，需

要根据袋外数据误差确定随机森林模型中决策树的

分裂节点特征变量数。从图 4可以看出，当特征变

量数目为 5时，袋外数据误差达到最小，为 0. 033 2，
因此可将结点特征变量数确定为5。

其次需要确定随机森林模型中的决策树数目。

如图5所示，随着决策树数目递增，袋外数据误差逐

表4 二分类问题预测结果

Tab.4 Outcomes of a binary classification problem

实际结果

1（危险事件）

0（一般事件）

预测结果
1（危险事件）

真正类

（true positive，TP）
假正类

（false positive，FP）

0（一般事件）
假负类

（false negative，FN）
真负类

（true negative，TN）
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渐降低，并在650棵树后趋于稳定，因此将随机森林

模型中决策树数量确定为650。
随机森林模型自身提供了两种变量选择方法：

平均精确度减少（mean decrease accuracy）和平均节

点不纯度减少（mean decrease in node impurity）。由

于基于平均精确度减少的方法比基于节点不纯度减

少的方法具有更好的非偏倚性能，因此既有文献中

多采用前者进行变量筛选［25-27］。随机森林模型变量

重要性排序如图6所示。从图6中可以看出，起到关

键作用的变量有：纵向加速度的最小值、均值、标准

差，与前车距离的最小值，车速的标准差，横向加速

度的均值以及与前车速度差的均值。由于所有变量

重要度的权重均大于 1%，因此考虑将所有 24个变

量作为输入变量，放入机器学习模型中进行训练。

4. 2 重要变量描述性统计

对重要度排序前 10的变量进行描述性统计。

表 5汇总了训练集和测试集中，一般事件和危险事

件的重要变量统计值。从表 5中可以看出：①相比

一般事件，危险事件发生期间的纵向加速度最小值

图4 分裂节点特征变量个数分析

Fig.4 Analysis of attributes number of split node

图5 决策树个数分析

Fig.5 Number analysis of decision tree

图6 变量重要度排序

Fig.6 Measurement of variable importance

表5 重要变量描述性统计

Tab.5 Descriptive statistics of important variables

变量名

Xaccel_min
Xaccel_avg
Δx_min
Xaccel_std
V_std

Yaccel_avg
Δv_avg
V_max
TTC_std
Δx_std

一般事件
均值
-0. 42
-0. 10
12. 58
0. 09
3. 72

-0. 01
-1. 56
11. 76
49. 97
268. 71

训练集

标准差
0. 49
0. 20
20. 17
0. 07
3. 48
0. 05
3. 19
7. 95
36. 16
137. 04

危险事件
均值
-0. 62
-0. 11
4. 56
0. 16
3. 62

-0. 01
-1. 30
10. 74
39. 47
263. 72

标准差
0. 23
0. 12
6. 11
0. 05
2. 22
0. 03
2. 92
5. 83
18. 98
137. 12

一般事件
均值
-0. 44
-0. 10
12. 94
0. 09
3. 84
0
-1. 40
11. 98
50. 41
260. 72

测试集

标准差
0. 52
0. 20
19. 21
0. 07
3. 53
0. 05
3. 30
8. 11
34. 66
139. 39

危险事件
均值
-0. 62
-0. 10
4. 04
0. 16
3. 58

-0. 01
-1. 19
10. 34
39. 19
261. 08

标准差
0. 23
0. 11
5. 67
0. 05
2. 30
0. 03
2. 68
6. 07
21. 41
131. 54
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（Xaccel_min）更小，且标准差（Xaccel_std）更大，以上

两个变量可以表征制动的紧急性；②危险事件发生

期间，与前车距离的最小值（Δx_min）更小，速度差

的均值（Δv_avg）更大。

4. 3 模型结果

本文分别采用R语言中的“randomForest”以及

“e1071”包来训练随机森林模型和支持向量机模型，

基于测试集的分类准确率、误报率、漏报率以及Auc
值来评价预测效果。其中，随机森林模型的两个参

数，即分裂节点特征变量个数以及决策树数个数已

经在4. 2节中明确，分别为5和650。根据3. 2节，支

持向量机模型有两个待定参数，惩罚因子C以及径

向核函数参数 σ，本研究采用R语言中的 tune. svm
函数进行十折交叉验证，对比训练集的分类误差，从

而选取最佳的参数组合。结果表明，惩罚因子C取

100，径向核函数参数σ取0. 01时误差最小。

训练和预测后，两种机器学习模型的ROC曲线

如图7所示。从图7中可以看出，支持向量机模型和

随机森林模型的 Auc值都接近 1，分别为 0. 897和
0. 896，说明两种模型均能达到较好的预测效果。

表6进一步展示了两种模型的预测结果。从表

6中可以看出，随机森林模型和支持向量机模型的分

类准确率均较高，分别为 87. 99%和 86. 09%。其

中，随机森林模型的误报率较低，但漏报率很高，为

37. 14%，采用该算法容易损失较多的有效信息。支

持向量机模型的误报率比随机森林模型高，却能将

漏报率控制在 12. 86%，是一个可以接受的水平；且

此时14. 10%的误报率仍可以保证过滤超过85%的

一般事件。因此针对本研究的目标，即尽可能降低

自动识别的误报率，从而减少人工筛选的工作量，支

持向量机模型的预测结果更优。

对比本文的支持向量机模型与既有文献中的阈

值法改进算法，结果如表7所示。需指出的是，进行

对比的 3篇文献采用的数据来源均为自然驾驶数

据，与本文的数据结构一致；且数据采集频率以及阈

值法提取危险事件采用的车辆运动学特征也相似，

因此认为具有一定的可比性。从表 7中可以看出，

本研究使用的支持向量机方法在误报率和漏报率方

面都优于其他研究的预测结果。

5 结语

基于上海自然驾驶数据，依据横纵向加速度和

前向碰撞时间的瞬时值，建立危险事件的自动提取

阈值标准，从原始数据中识别出3 623起可能的危险

事件。经人工验证，其中591起为有效的危险事件。

为降低阈值法过高的误报率，减轻后期人工校对的

工作量，采用机器学习对阈值法初步识别的事件进

行深度筛选，主要步骤如下：①按照 3：1的比例，将

3 623起事件随机划分为训练集和测试集。②基于

训练集，利用随机森林模型识别重要的车辆动态参

数特征，将其作为输入变量训练随机森林模型和支

持向量机模型。③对测试集进行预测，计算误漏

报率。

结果表明：①起到关键作用的变量有纵向加速

度的最小值和均值、与前车距离的最小值以及车速

的标准差。②相比随机森林模型，支持向量机模型

的预测效果更优，在控制漏报率的同时，可过滤

85. 9%的无效事件。研究采用的方法可大幅度提升

图7 两种机器学习模型的ROC曲线

Fig.7 ROC curves of two machine learning models

表6 两种机器学习模型的预测效果对比

Tab.6 Comparison of performance of two machine
learning models

模型

随机森林
支持向量机

预测效果度量指标
Acc/%
87. 99
86. 09

RFP/%
5. 22
14. 10

RFP/%
37. 14
12. 86

Auc
0. 896
0. 897

表7 支持向量机模型与其他模型的预测效果对比

Tab. 7 Comparison of prediction performance of
SVM and models in literature

作者
本文

Sudweeks等［12］

Dozza等［15］

方法
支持向量机

角速度分类器
面部视频识别

RFP/%
14
58
30

RFP/%
13
17
16
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危险事件的识别效率，可为基于自然驾驶数据识别

危险事件的后续研究提供一定参考。
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